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Введение
Благосостояние жителей региона зависит от темпов его экономического роста. Стабильное развитие региона напрямую связано с количеством поступающих в него инвестиций, а инвестиционная привлекательность в свою очередь складывается из множества разных факторов, среди которых важное место занимает оценка кредитоспособности региона. Существуют различные подходы, позволяющие определить данную оценку, все они имеют свои преимущества и недостатки. 
Ранее в работе [1] производился расчёт показателя кредитоспособности для регионов Российской Федерации, полученная оценка была взята как экспертная оценка. В данной статье описана возможность получения оценки кредитоспособности регионов при помощи искусственных нейронных сетей, метода опорных векторов и нечетких продукционных систем. 

1. Разработка оценочной модели кредитоспособности регионов РФ

При составлении оценки кредитоспособности будем учитывать критерии, определяющие финансовое состояние и уровень экономического развития регионов. 
В работе [1] первая группа состоит из семи критериев: 
· отношение государственного долга к доходам бюджета;
· отношение объема заемных средств к доходам бюджета;
· доля собственных доходов в общем объеме доходов;
· объем собственных объемов бюджета;
· отношение профицита (дефицита) бюджета к его доходам;
· доля средств, направляемых в бюджеты других уровней в расходах;
· доля выделяемых кредитов и бюджетных ссуд в расходах.
Вторая группа – из четырех критериев: 
· отношение задолженности по налогам к объему налоговых платежей;
· доля прибыльных предприятий в общем количестве, зарегистрированных на территории региона;
· сальдо прибылей и убытков предприятий;
· денежные доходы населения в расчете на одного жителя.
При помощи корреляционного анализа [2-7], такие критерии, как объем собственных объемов бюджета; отношение профицита (дефицита) бюджета к его доходам; доля средств, направляемых в бюджеты других уровней в расходах были определены как незначимые и исключены из дальнейшего рассмотрения при построении моделей.
В данной работе нами будет получена как числовая оценка субъектов РФ по рейтингу кредитоспособности (минимальным значением будет являться оценка равная нулю, а максимальным оценка, равная единице), так и качественная оценка, позволяющая отнести субъект к одной из пяти групп в зависимости от уровня оценки: группа с низкой оценкой (Н), группа с средне-низкой оценкой (СН), группа со средней оценкой (С), группа с средне-высокой оценкой (СВ) и группа с высокой оценкой (В).

1.1 Оценочная модель на основе искусственных нейронных сетей

 Поскольку имеется два вида оценки кредитоспособности региона, качественная и выраженная числовым параметром, необходимо построить две модели искусственных нейронных сетей: для определения оценки рейтинга (числового значения) субъекта РФ и непосредственно класса (номинального значения уровня кредитоспособности).
Для решения поставленной задачи подходит структура типа многослойного персептрона из 3-х скрытых слоёв. Однако, подход к моделям для решения поставленных задач абсолютно различен. 
Подход к модели, определяющей оценку, сходен с принципом аппроксимации синуса. Данный метод нам походит, поскольку диапазон ожидаемого выхода находится в пределах от 0 до 1. Вторая модель близка к тривиальной классифицирующей модели.
Построение искусственных нейронных сетей производилось в среде языка Python с помощью библиотеки Keras. Перед началом построения моделей было произведено разделение на тестовую, обучающую и контрольную выборку. Обучающая выборка содержит 49 образцов – 68% от всего объёма данных, тестовая выборка при процессе обучения состоит из 10 образцов, что соответствует 14%, и выборка для контрольной проверки из 11 образцов – 15%.
Модель прогноза оценки кредитоспособности
Число нейронов на входном слое может определяться числом признаков, в данном случае 8. На скрытом слое число нейронов выбирается эмпирическим путём, в данном случае 4. Число нейронов на выходном слое равно 1: поскольку выходом является не предсказание класса, а единственное число в диапазоне [0;1]. В качестве функции активации на этом слое задаётся функция sigmoid, которая и определяет диапазон выхода сети.
Функции активации для входного и скрытого слоев также подбираются эмпирическим путём. Таким образом для обоих слоев была выбрана функция “relu” – практически универсальная функция активации. 
Необходимо использовать функцию потерь "mean_squared_error" для единичного выхода нейронной сети.
Оптимизатор – это алгоритм, изменяющий веса нейронов во время обучения. В качестве оптимизатора используется не обычный стохастический градиентный спуск, а его модификация ADAM – Adaptive Moment Estimation. Модель нейронной сети представлена на рисунке 1.1.1.

[image: ]
Рисунок 1.1.1 – Модель прогноза оценки рейтинга

Сеть медленно обучается за 545 эпох. Поскольку выходом является число, имеющее точность более чем два знака после запятой (эталонная оценка содержит ровно два знака), точность модели измеряется эмпирически, а не самим функционалом пакета нейронных сетей Keras.
Рассмотрим результат прогноза контрольной выборки, не участвовавшей обучении.

[image: ]
Рисунок 1.1.2 – Результат прогноза

Из рисунка 3 видно, что при точности в два знака совпадают 4, 6, 10, 11 наблюдения. Другие же наблюдения различаются не более чем на 4 сотых. Это является хорошим результатом, учитывая объём обучающей выборки.
Модель прогноза класса кредитоспособности
Число нейронов на входном слое может определяться числом признаков, умноженных на два, в нашем случае 16. На скрытом слое число нейронов выбирается эмпирическим путём, в данном случае 8. 
Функции активации для обоих слоев также подбираются эмпирическим путём. Была выбрана функция “relu” – практически универсальная функция активации. Число нейронов на выходном слое равно числу классов: 5 рейтинговых классов (В, СВ, С, СН, Н). В качестве функции активации на этом слое задаётся функция softmax. Необходимо использовать функцию потерь "sparse_categorical_crossentropy" для множественной классификации. Модель нейронной сети представлена на рисунке 1.1.3.
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Рисунок 1.1.3 – Результат прогноза

Сеть обучалась 300 эпох. На рисунке 1.1.4. представлена оценка точности прогноза каждой из выборок (обучающей, тестовой, контрольной). Наилучший результат обучения показала модель, достигнувшая точности 89% при обучении, точность тестовой выборки, участвовавшей при обучении – 89%, и точность контрольной выборки – 90%. Данные показатели являются весьма хорошим при малой обучающей выборке.

[image: ]
Рисунок 1.1.4 – Результат обучения

Из рисунка 1.1.5 видно, что при прогнозировании контрольной выборки модель ошибочно классифицирует класс «СН» как «С».
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Рисунок 1.1.5 – Результат прогнозирования контрольной выборки

[image: ]
Рисунок 1.1.6 – Результат прогнозирования тестовой выборки

При прогнозе тестовой выборки модель так же ошибочно классифицирует класс «СН» как «С». Из чего можно заключить следующее: сеть может ошибочно классифицировать только «ближайшие классы». Это происходит из-за того, что некоторые наблюдения могу быть достаточно близки к ближайшим классам или являться пограничными значениями, и тогда модель может ошибочно их классифицировать в класс больший или меньший.

1.2 Оценочная модель при помощи метода опорных векторов

Рассмотрим классификацию субъектов РФ по уровню кредитоспособности с использованием метода опорных векторов. Данный метод будем использовать для получения качественной оценки регионов РФ и отнесения субъекта к той или иной группе. Как уже говорилось ранее будем делить регионы РФ на классы с низким (Н), средне-низким (СН), средним (С), средневысоким (СВ) и высоким (В) уровнем кредитоспособности. 
Метод опорных векторов (SVM – Support Vector Machine) является популярным методом машинного обучения, который позволяет решать задачи линейной и нелинейной классификации. Суть метода опорных векторов заключается в переводе исходных векторов в пространство более высокой размерности и генерации разделяющей гиперплоскости.
Решать задачу классификации методом опорных векторов будем при помощи библиотеки scikit-learn языка программирования python. 
Для построения модели разделим данные на обучающую и тестовую выборки. Деление будем производить следующим образом: в качестве обучающей выборки возьмем 48 образцов данных (что составляет 70% от общего объема данных), остальные данные будут тестовыми. 
После того, как данные подготовлены можно приступать к построению модели. За построение модели отвечает функция model. 

[image: ]
Рисунок 1.2.1 – Построение модели для метода опорных векторов

Kernel – указывает на вид ядра (функции, с помощью которой данные переводятся в более высокую размерность). Может быть линейной, полиномиальной, радиально базисной. В нашем случае была выбрана полиномиальное ядро. 
Degree – данный параметр присутствует только в полиномиальной функции и указывает на ее порядок.
С – параметр регуляризации svm (позволяет находить компромисс между максимизацией разделяющей полосы и минимизацией суммарной ошибки).
Gamma – влияет на то, какое количество элементов будет участвовать в построении оптимальной разделяющей гиперплоскости. Чем меньше гамма, тем больше элементов влияют на результат модели. При большом значении гамма в построении гиперплоскости участвуют только векторы, находящиеся вблизи границы. 
В нашем случае были выбраны параметры, указанные на рисунке 1.2.1. Благодаря этому общая точность прогнозов на обучающей и тестовых выборках составила около 90%.
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Рисунок 1.2.2 – Точность работы модели на обучающей и тестовых выборках

	На рисунке ниже представлен результат вычисления классов регионов РФ из тестовой группы. 
[image: ]
Рисунок 1.2.3 – Результат работы метода опорных векторов на тестовых данных

Как видно на рисунке 1.2.3 метод опорных векторов с высокой точностью определяет класс кредитоспособности регионов РФ из тестовой группы. Из десяти регионов, изображенных на рисунке выше, отнесен к неправильному классу только один: Тульская область. Вместо «С» субъекту присвоен класс «СН», то есть класс отнесен к соседней группе, причиной этого может быть то, что оценка региона по входным критериям близка к граничной.

1.3 Оценочная модель с использованием нечетких продукционных систем

Необходимо построить нечеткую продукционную систему [8-15] для определения оценки рейтинга (числового значения) субъекта РФ.
По аналогии с предыдущими моделями критерии оценки рейтинга разделены на экономическую и финансовую составляющую. Для каждой составляющей имеется набор из 4 критериев и 5 классов для каждого из них, что соответствует 54 правилам в каждой из систем. Данная реализация обусловлена большой ресурсоемкостью и непрактичностью для оперативных расчетов. Поэтому было принято решение строить промежуточные системы отдельно для признаков x1 и x2, x3 и x7, x8 и x9, x10 и x11. Далее их попарно объединить и в итоге получить конечную оценку рейтинга.
Также стоит отметить, что разница результатов минимальна, поэтому можно говорить о том, что системы практически идентичны.
Диапазоны классов для каждого из критериев взяты из работы [1]. Для достижения более точных результатов было произведено “наложение” областей. Кластеризация значений представлена на рисунке 1.3.1:

[image: ]Рисунок 1.3.1 – Кластеризация значений критериев Х1-Х3, Х7-Х11


[image: ]Рисунок 1.3.2 – Графическое представление классов
Построение моделей производилось в среде языка Python с помощью пакета skfuzzy.
[image: ]На рисунке 1.3.2 представлены диапазоны классов для каждого из признаков. Все промежуточные и конечные результаты определяются в одинаковых диапазонах (рисунок 1.3.3). В результате работы системы были получены следующие результаты, представленные на рисунке 1.3.4.
Рисунок 1.3.3 – Графическое представление результирующих классов

[image: ]Рисунок 1.3.4 – Результаты работы системы

2. Интерфейс

В процессе работы был реализован программный интерфейс для программного комплекса, включающего нейронные сети, нечеткие продукционные системы и метод опорных векторов «Rating of Russian regions (RRR)» с целью оптимизации вычисления показателя кредитоспособности регионов РФ. 
Программный комплекс «Rating of Russian regions» реализован таким образом, что использует ранее произведенные расчёты для искусственных нейронных сетей, нечеткие продукционных систем и методов опорных векторов, что значительно ускоряет работу приложения. Нумерация наблюдений (строк) в таблице сохранена с 0.
В оконном приложении реализованы следующие возможности:
· ввод данных и выбор примеров;
· очистка экрана просмотра;
· выбор параметров отображения полученного прогноза.
Стартовое окно выглядит согласно рисунку 2.1. После ввода данных одним из доступных способов в левой части окна выведутся поступившие данные. Для получения анализа необходимо нажать кнопку «Прогноз».
[image: ]
Рисунок 2.1 – Главное окно «Rating of Russian regions (RRR)»

В качестве тестового образца был взят регион Усть-Ордынский Бурятский АО. Ожидаемый ответ класс «Н» оценка «0.31». Фрагмент данных представлен на рисунке 2.2.

[image: ]Рисунок 2.2 – Фрагмент таблицы работы программы «Rating of Russian regions (RRR)»

Из рисунка 2.3 видно, что получены ожидаемые результаты для определения качественной характеристики региона: прогноз оценки нейронной сетью (ANN_Class) и методом опорных векторов (SVN); и достаточно близкие оценки методом нечеткой логики (Fuzzy logic) и моделью нейронной сети (ANN_Rating), определяющие числовую оценку.
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Рисунок 2.3 – Прогноз, полученный в программе «Rating of Russian regions (RRR)»

Заключение
В данной работе были рассмотрены модели, позволяющие получить числовую и качественную оценку регионов РФ по уровню кредитоспособности. При вычислении в качестве входных параметров выступали оценки регионов по критериям, относящимся к финансовому состоянию регионов, например, доля выделяемых кредитов и бюджетных ссуд в расходах, а также критерии, относящиеся к уровню экономического развития регионов, среди них: денежные доходы населения в расчете на одного жителя, сальдо прибылей и убытков предприятий и др.
[bookmark: _GoBack]В результате работы было создан программный комплекс, включающий нейронные сети, нечеткие продукционные системы и метод опорных векторов «Rating of Russian regions (RRR)», позволяющий с высокой точностью (более 94%) получить оценку кредитоспособности региона РФ с использованием разных методов, а также отнести его к одной из пяти групп в зависимости от уровня кредитоспособности. При этом числовая оценка была получена при помощи искусственных нейронных сетей и нечетких продукционных систем, а деление субъектов на классы производилось методом опорных вектором и с использованием искусственных нейронных сетей. 
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